
Abstract: Conditioning of Gaussian Random Variables

Daniel Winkle

In probability theory, a natural question is how additional information affects the uncertainty in
a given variable, expressed via its probability distribution. This is formalized as the conditioning of
the probability distribution. It turns out that conditioning random variables is a challenging problem
with many subtleties. However, in the case of Gaussian random variables, the situation simplifies
significantly: given two jointly Gaussian random variables, conditioning one on the other yields again
a Gaussian random variable. This property makes it straightforward to incorporate additional infor-
mation into the system. This is one of the reasons why Gaussian random variables are widely used in
geostatistics, machine learning, uncertainty quantification, and spatial statistics.

In the context of Gaussian random variables, modern methods allow the conditioned random vari-
able to be computed with increasing amounts of information. This leads to several natural questions:
Does the process converge as more information is added? If so, what is the limit of this process? And
finally, how fast does this convergence occur?

We address the first two questions in Chapter 3. There, we begin by covering the measure-theoretic
background needed to understand conditioning and then introduce an operator M that maps the ob-
served Gaussian random variable to the conditioned Gaussian random variable. Under the assumption
that M is bounded, we are able to derive convergence rates for the posterior variance of the conditioned
Gaussian random variable. The results are formulated in a general way so that they can be applied
to any information selection algorithm. To illustrate this, we employ a greedy algorithm, which itera-
tively selects the most informative measurements given an observed Gaussian random variable. Before
addressing the third question, we make an interlude to explore kernel methods. When applying kernel
methods, a common assumption for deriving convergence rates is that the target function lies in the
reproducing kernel Hilbert space, the native space of these functions. The escaping-the-native-space
question asks: Are reasonable convergence rates still possible if this assumption is not satisfied? We
answer this question in Chapter 4 by utilizing the class of scaled reproducing kernel Hilbert spaces.

In the third main part of the thesis, Chapter 5, we are finally in a position to address the third
question and derive convergence rates for the realizations of Gaussian random variables. We begin by
deriving a concentration inequality that allows us to bound the norm of Gaussian random variables in
scaled reproducing kernel Hilbert spaces. By assembling the results from Chapters 3 and 4, we then
derive a concentration inequality for the realizations of Gaussian random variables. This concentration
inequality is expressed in terms of the posterior variance. Thus, the results of Chapter 3 directly imply
the concentration inequality
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Zusammenfassung: Conditioning of Gaussian Random Variables

Daniel Winkle

In der Wahrscheinlichkeitstheorie stellt sich die Frage, wie zusätzliche Informationen die Unsicher-
heit einer gegebenen Zufallsvariablen beeinflussen. Dies wird formalisiert durch die Konditionierung
der Wahrscheinlichkeitsverteilung. Es zeigt sich jedoch, dass das Konditionieren von Zufallsvariablen
ein kniffliges Problem mit vielen Feinheiten ist. Im Fall von Gaußschen Zufallsvariablen vereinfacht
sich die Situation jedoch erheblich: Sind zwei Zufallsvariablen gemeinsam Gauß-verteilt, so ist auch
die bedingte Zufallsvariable wieder Gauß-verteilt. Diese Eigenschaft ermöglicht es, zusätzliche In-
formationen auf einfache Weise in das System zu integrieren. Aus diesem Grund finden Gaußsche
Zufallsvariablen in der Geostatistik, dem maschinellen Lernen, der Unsicherheitsquantifizierung und
der räumlichen Statistik breite Anwendung.

Im Zusammenhang mit Gaußschen Zufallsvariablen erlauben moderne Methoden, die bedingte Zu-
fallsvariable unter zunehmender Informationsmenge zu berechnen. Dies f¨uhrt zu mehreren nat¨urlichen
Fragestellungen: Konvergiert dieser Prozess, wenn immer mehr Information hinzugef¨ugt wird? Falls
ja, was ist der Grenzwert dieses Prozesses? Und schließlich: Wie schnell erfolgt diese Konvergenz?

Die ersten beiden Fragen werden in Kapitel 3 behandelt. Dort beginnen wir mit den maßtheoretis-
chen Grundlagen, die zum Verständnis der Konditionierung notwendig sind, und führen anschließend
einen Operator M ein, der die beobachtete Gaußsche Zufallsvariable auf die bedingte Gaußsche Zu-
fallsvariable abbildet. Unter der Annahme, dass M beschränkt ist, können wir sogar Konvergen-
zraten für die a-posteriori Varianzen der bedingten Gaußschen Zufallsvariablen herleiten. Die Resul-
tate sind allgemein formuliert, sodass sie auf beliebige Informationsauswahlalgorithmen angewendet
werden können. Zur Veranschaulichung verwenden wir einen greedy Algorithmus, der iterativ die
informativsten Messungen einer gegebenen Gaußschen Zufallsvariablen auswählt.

Bevor wir die dritte Frage behandeln, legen wir eine Zwischenetappe ein, um uns mit Kernel-
Methoden zu befassen. In diesen Methoden ist es eine gängige Annahme für die Herleitung von
Konvergenzraten, dass die Zielfunktion in dem reproduzierenden KernHilbertraum liegt, also im na-
tiven Raum der betrachteten Funktionen. Die sogenannte “escaping-the-native-space” Frage lautet:
Sind auch dann noch vern¨unftige Konvergenzraten möglich, wenn diese Annahme nicht erf¨ullt ist?
Diese Frage beantworten wir in Kapitel 4, indem wir die Klasse der skalierten reproduzierenden Kern-
Hilberträume verwenden.

Im dritten Hauptteil der Arbeit, Kapitel 5, sind wir schließlich in der Lage, die dritte Frage anzuge-
hen und Konvergenzraten für die Realisierungen Gaußscher Zufallsvariablen herzuleiten. Wir beginnen
mit der Herleitung einer Konzentrationsungleichung, die es ermöglicht, die Norm Gaußscher Zufallsvari-
ablen in skalierten reproduzierenden Kern-Hilberträumen abzuschätzen. Durch die Kombination der
Ergebnisse aus den Kapiteln 3 und 4 leiten wir anschließend eine Konzentrationsungleichung für die
Realisierungen Gaußscher Zufallsvariablen her. Diese Konzentrationsungleichung wird in Abhängigkeit
von der a-posteriori Varianz formuliert. Daher implizieren, die Resultate aus Kapitel 3 diese Konzen-
trationsungleichung direkt.
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